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摘  要：大坝长期服役过程中，在水环境和外部荷载的交互耦合作用下，其深水结构部位易出现各类缺陷病害，影响工程

服役安全稳定和功能发挥。水下机器人搭载可见光相机，可以非接触形式实现结构损伤的高分辨率空间信息采集，如何

从海量图像视频数据中提取结构损伤密切相关信息成为当前亟待解决的关键问题。结合机器视觉和深度学习理论方

法，提出了一种兼顾检测精度和推理效率的大坝深水多类别缺陷实时目标检测方法。该框架以单阶段目标检测网络

YOLOv5-s 为基模型，构建大坝多类别缺陷识别器；利用模型稀疏化和剪枝策略，改变模型批处理层权重分布并去除模

型冗余参数；进一步地，综合运用模型迁移和知识蒸馏理论，恢复由于剪枝压缩带来的精度劣化问题，据此构建出强背景

干扰下大坝深水多类别缺陷实时检测方法。以某高坝深水探测工程为实例，引入多种深度学习目标检测算法作为对比，

验证所提方法在障碍物遮挡、低可见度、光照不均等复杂深水检测场景的效果。案例分析结果表明，该方法可有效克服

多种水下不利成像环境干扰，并准确辨识、区分不同类型缺陷，量化其真实尺寸。此外，剪枝后轻量化模型每秒可推理超

过 100 张缺陷图像，具备较强的实时推理能力。
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Abstract： Objectives: Under the coupling action of environment and loads, dam underwater structures suf⁃
fer from defects, affecting the safety, stability, and functional performance of the project. Underwater ro⁃
bots like remotely operated vehicles (ROV) equipped with visible light cameras can realize the high-resolu⁃
tion spatial information in a non-contact form for underwater damage. However, it is still a challenging task 
that needs to be solved urgently to efficiently extract effective information from massive image and video da⁃
ta. Methods: First, we propose a real-time multi-class defect automatic identification framework for dam 
underwater structures. Specifically, the single-stage object detection network YOLOv5-s is utilized as the 
base model to develop the damage detector. Then, the model sparsity and pruning strategies are combined 
to change the batch layer weight distribution and remove model redundant parameters. Next, transfer learning 
and knowledge distillation are combined to recover the accuracy degradation caused by model pruning and 
compression. Results: As an example, the underwater detection of a high dam is considered. The effective⁃
ness of the proposed method is validated in complex underwater scenes like obstacle occlusion, low visibili⁃
ty, and uneven illumination. Conclusions: The experimental results indicate that the proposed method can 
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effectively overcome the interference of complicated underwater imaging environments and accurately iden⁃
tify different types of defects. Moreover, the proposed method achieves an inference speed of processing 
100 defect images per second, demonstrating its real-time detection capability.
Key words： deepwater detection； hidden disease identification； damage quantification； object detection； 
artificial intelligence

截至 2022 年，中国已修建水库大坝 9.8 万余

座，总库容 8 983 亿 m3，水电装机容量 3.91 亿 kW，

规模和数量均位居世界前列［1］。这些工程在调蓄

江河、抵御洪水、水力发电、航运灌溉等方面发挥

重要作用，是国家水安全和经济发展的重要基础

保障。然而，它们普遍存在建设标准低、施工工

艺差、三边工程等历史遗留问题，加之年久失修、

后期养护管理不到位，坝体普遍存在诸多病害隐

患。此外，不同于一般工民建基础设施，大坝服

役期内需长期涉水运行，其深水结构部位在水压

力、水环境冲蚀渗透和温度梯度荷载的交互耦合

作用下，更易出现缺陷病害［2-3］。大坝深水缺陷的

隐蔽程度高，若不及时发现并加以处理，极易向

结构内部延伸，形成深层结构损伤，进而破坏其

完整性和抗渗性，削弱坝体刚度和承载能力，引

起大坝服役性能下降甚至造成结构失稳［4］。

人工巡视检查辅以钢尺、锤敲、试纸等测试

手段是大坝安全管理的常用方法，但其存在检测

效率低、危险性高、漏判率高等缺点［5］。改进的蛙

人检测手段同样存在下潜深水有限（通常不超过

60 m）、作业范围狭窄和潜在风险大等问题，难以

满足大坝深水隐蔽缺陷检测需求［6］。水下机器人

（remotely operated vehicle， ROV）是一类通过脐

带缆实现动力和信号传输，由岸边人员操作并可

执行特定水下作业任务的无人载运设备，近些年

被应用于替代人工检测手段执行大坝深水缺陷

探测任务。通过携带高清可见光相机，ROV 可实

现大坝深水隐蔽缺陷的高分辨率图像视频信息

采集，有效克服传统传感器和工程物探感知手段

空间分辨率低的限制。然而，大坝深水部位结构

形式复杂多变且水下体积庞大，ROV 在一次大范

围大坝深水探测任务中会产生海量图像和视频

数据。完全依赖人工读取和记录手段从这些海

量数据中提取与结构损伤密切相关的信息，不仅

耗时长、人工成本高，而且识别难度大、误判率及

漏检率高。此外，大坝深水部位缺陷种类多样，

不同类型缺陷存在一定特征相似性且区域交叉

重叠现象，这给视觉辨识区分带来一定挑战。受

水下恶劣成像环境和低可见度影响，大坝深水缺

陷图像普遍存在有对比度低、噪声点多、模糊等

低质量问题。此外，大坝深水结构表面多有浮游

生物和藻类泥沙附着，这使得传统数字图像处理

方法难以满足复杂深水强背景干扰多类别缺陷

的辨识区分需求［7］。

近些年来，随着人工智能、信息科学等新兴

行业的蓬勃发展，机器视觉和深度学习被提出并

应用于土木基础设施结构损伤智能检测［8-9］。深

度学习方法可以端到端形式从视频图像中自动

提取缺陷病害特征信息，简化了传统数字图像处

理手段所依赖的人工特征提取设计和参数微调

步骤，有效提高了缺陷视觉辨识方法在处理形态

差异显著、背景特征复杂的大坝深水多类别缺陷

中的精度和效率。此外，深度学习方法的高效数

值计算及推理加速模式，使得应用搭载于移动检

测设备实现实时检测成为可能，为后续开展大坝

深水缺陷检测定位和量化奠定基础。

缺陷识别定位是基于机器视觉开展结构损

伤识别的重要基础性工作，其主要目的是通过矩

形框标记图像中缺陷出现的位置以及甄别其类

别信息［10］。依据算法理论差异，可进一步分为两

阶段目标检测算法和单阶段检测算法。其中，两

阶段算法主要是通过区域生成网络对图像进行

候选区域提取，再进行分类和边界框回归，从而

实现缺陷识别定位［11］；单阶段检测算法则是将检

测任务作为回归问题进行求解，直接获取大坝深

水缺陷图像中的缺陷位置和类别信息。相比于

两阶段目标检测算法，单阶段目标检测算法具有

推理效率高、速度快等显著优势［12］。

本文综合运用深度学习、迁移学习和知识蒸

馏相关理论方法，研究大坝深水多类别缺陷检测

模型构建方法，构建适用于图像强背景特征干扰

下的大坝深水多类别缺陷高鲁棒性实时目标检

测框架，以期提高大坝深水隐蔽缺陷检测的自动

化和信息化程度。具体而言，首先以 ROV 搭载

可见光相机为图像信息采集手段，制作大坝多类

别缺陷数据集；其次，结合单阶段目标检测算法

YOLOv5-s，构建大坝深水多类别缺陷目标检测

模型；据此，通过模型稀疏化和剪枝操作改变批

处理（batch normalization，BN）层的权重分布，并

去除模型冗余参数；再次，运用迁移学习、模型微
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调和知识蒸馏方法，以原始高精度模型为教师网

络，以剪枝后检测模型为学生网络，开展先验知

识迁移和模型参数微调，构建出具有高鲁棒性和

泛化能力的大坝深水多类别缺陷检测框架；最

后，以某高坝深水检测为例，引入多种深度学习

目标检测模型作为对比方法，定性和定量评估本

文方法的缺陷检测和量化评估能力。

1　方法原理

本文提出的大坝深水多类别缺陷实时目标

检测方法主要包括 3 部分：（1）大坝深水多类别缺

陷检测模型建立；（2）模型稀疏化与参数剪枝；

（3）模型参数微调与知识蒸馏。具体方法原理如

图 1 所示。

1）大坝深水多类别缺陷检测模型构建。结

合可视化交互标注软件 Labelme，利用 ROV 原型

检测数据构建大坝深水多类别缺陷数据集，涵盖

裂缝、孔洞、凹陷以及骨料外露 4 类典型缺陷；以

单阶段目标检测模型 YOLOv5-s 为识别器，构建

大坝深水多类别缺陷目标检测模型。

2）模型稀疏化训练与参数剪枝。针对传统

目标检测模型推理速度慢、实时性能差、泛化性

能差等问题，以构建的大坝深水多类别缺陷目标

检测模型为基础，综合运用模型稀疏化、剪枝和

参数压缩手段，改变模型归一化层的权重分布使

之大部分趋近于 0，并据此利用剪枝手段去除了

模型冗余参数和层数，提升了模型推理效率。

3）模型微调与知识蒸馏。以原始大坝深水

多类别缺陷目标检测网络为教师网络，以剪枝后

缺的陷目标检测模型为学生网络，综合运用知识

蒸馏和参数微调相关理论方法，探研剪枝后模型

精度恢复和性能提升，构建出兼备高精度和高推

理性能的大坝深水多类别缺陷实时检测模型。

2　大坝深水多类别缺陷实时目标检

测模型

2.1　改进 YOLOv5-s模型

YOLO（you only look once）目标检测网络是

一种基于锚框的单阶段目标检测器，本文在充分

考虑大坝实际深水探测边缘计算需求的基础上，

以单阶段轻量化目标检测模型 YOLOv5-s 为基

本框架。考虑到 YOLOv5-s 模型对小尺寸缺陷

特征提取能力不足，易出现对小目标和低像素比

物体的漏检或误检测现象，本文引入自适应空间

特征融合机制，提高模型对小目标缺陷的特征提

取能力。该自适应空间特征融合的提出可以在

不增加推理开销的情况下改善尺度不变性，提高

对小目标的特征提取能力，以适应大坝深水探测

场景的多类别缺陷目标检测，其模型架构示意图

如图 2 所示。该框架主要由 5 部分组成，即输入

层、主干层、颈部层、预测层、输出层。

YOLOv5-s 网络主干部分由 Focus 网络和跨

级 部 分 网 络（cross stage partial networks， 
CSPNet）组合而成。图 3 展示了利用 Focus 结构

处理大坝水下缺陷图像的示意图。以一幅分辨

率为 608×608 像素的大坝水下裂缝图像为例，首

先通过分割操作将其转换为 304×304×12 像素；

然后，经过卷积运算，最终得到 304×304×32 个

特征图。Focus 结构的应用使得特征提取更加充

分，同时也为后续的特征提取保留了完整的下采

样信息。CSPNet 通过将梯度变化从头到尾集成

到特征映射中，解决了传统神经网络框架骨干中

的梯度信息复制问题，并减少了模型参数数目，

图  1　方法原理

Fig. 1　Method Principle
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提高了推理速度和精度，缩小了模型规模。

在 YOLOv5-s 模型中，YOLOv5-s 的主干和

颈部分别使用了两个不同的 CSPNet（即 CSP1_X
和 CSP2_X）。此外，它们在特定的模型体系结构

之间也有一些差异。CSP1_X 由各种卷积层和 X 
ResNet 层组成，而在 CSP2_X 中，ResNet 残差层

被卷积批归一化结构所取代。这两种 CSPNet 架
构都被用来在不损失精确度的情况下降低计算

图  3　Focus 框架

Fig . 3　Focus Frame

图  2　改进 YOLOv5-s框架

Fig.  2　Improved YOLOv5-s Framework
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成本。在 YOLOv5-s 的颈部，将特征金字塔网络

（feature pyramid network，FPN）和路径聚合网络

（path aggregation network，PAN）相结合，以增强

特征提取能力。准确地说，FPN 结构自上而下传

达了强大的语义特征，而 PAN 结构自下而上传达

了健壮的定位特征。

2.2　稀疏化剪枝和知识蒸馏

目前，深度卷积网络朝着更深层次和更庞大

架构发展，一个基于深度学习的视觉辨识模型通

常包含百万甚至上亿参数量。这导致模型对计

算和内存资源要求较高，给移动边缘设备等资源

受限平台带来了更大的计算负担，难以开展实时

损伤检测。此外，较大的模型尺寸同样影响嵌入

式设备的存储和读取，进一步影响深度学习模型

搭载于移动设备开展水下检测的性能。若想在

移动边缘设备上实现实时推理检测，则需要进一

步优化深度学习模型的架构，降低模型冗余度，

提高其在边缘设备上的推理能力。

模型压缩方法可通过一系列手段，在尽量少

牺牲分析准确度的情况下缩小模型的大小并降

低参数量和计算复杂度，降低的参数量可以减少

模型的内存占用，使之能加载到设备端上运行。

此外，计算复杂度降低同样能带来处理速度的提

升和能耗的减小。因此，本文综合运用模型正则

稀疏化、剪枝、参数微调和知识蒸馏相关方法理

论，提出一种适用于大坝深水多类别缺陷目标检

测模型的模型参数压缩方法。

图 4（a）展示了模型稀疏化剪枝和知识蒸馏

过程。可以看出，宽而大的网络作为输入模型，

其中不重要的通道或者参数被自动识别并修剪，

从而产生具有一定精度的紧凑网络。这种方法

可适用于大部分卷积神经网络架构，而无须依赖

特殊的硬件或者软件加速器，也不会给模型训练

过程带来过大开销。具体而言，模型剪枝和参数

压缩流程主要包括参数稀疏化、参数剪枝及模型

微调知识蒸馏 3 部分。

1）通道稀疏正则化。通道稀疏正则化是网

络瘦身开展的重要前期工作，其基本目的是为每

一个通道分配一个比例因子来表征通道重要性，

并利用通道稀疏化训练来区分重要通道和不重

要通道。BN 层是通道稀疏化的主要对象，其通

常位于卷积层之后，用于保障模型快速收敛和泛

图  4　剪枝和知识蒸馏流程

Fig . 4　Pruning and Knowledge Distillation Process
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化能力。BN 层的主要计算公式为：

ì

í

î

ïïïï

ïïïï

ẑ = z in - μB

σ 2
B + ϵ

zout = γẑ + β

（1）

式中，ẑ 是经过标准化处理的输入特征；z in 表示输

入特征值；μB 和 σB 分别表示小批量统计中输入特

征的均值和标准差；ϵ 是一个极小的常数，用于防

止分母为零；zout 是最终的输出值；γ 和 β 分别表示

可训练比例因子和偏置参数，当权重系数 γ 值变

小时，相应激活函数值也会随着减少。

在卷积 -BN 模块层中，BN 层主要用于实现

通道放缩。通过定义卷积层中每个通道的缩放

因子，可以对这些缩放因子执行稀疏正则化，以

自动确定那些不重要的通道，基本计算过程为：

minD,μi∑
i = 1

m

 x i - Dμ i

2

2
+ λ∑

i = 1

m

 μ i 1
（2）

式中，x i 表示目标数据集中的第 i 个样本；D表示

字典矩阵；μ i 表示稀疏向量表示；λ 表示稀疏化比

率，其直接决定了模型正则化稀疏性能，是影响

稀疏化结果重要参数； ⋅
2
表示 L2 范数，用于计

算样本与字典表示的差距； ⋅
1
表示 L1 范数，用

于实现稀疏化，促使稀疏表示的系数更加稀疏。

2）模型参数剪枝。网络参数剪枝是一种有

效的模型瘦身策略，常用于去除网络中的冗余参

数。传统非结构化权重参数剪枝策略存在依赖

专用稀疏矩阵运算库和硬件平台限制等不足。

为克服这些问题，引入结构化剪枝策略，以期在模

型灵活度和易于操作实现间实现平衡。图 4（b）展

示了模型参数剪枝策略的基本流程。可以看出，

稀疏率较小且相应激活函数值较小的网络层的

输出值被剪去，经过迭代剪枝后，获取一个紧凑

轻量化模型。

3）模型微调与知识蒸馏。模型稀疏化和参

数剪枝的联合应用，虽可有效去除模型冗余参数

和架构，但是不可避免会造成模型网络的检测精

度下降。为克服此问题，将模型微调和知识蒸馏

相结合，消除由模型剪枝和压缩带来的负面影

响。图 4（c）展示了模型微调和知识蒸馏过程示

意图。可以看出，知识蒸馏的根本目的是利用高

性能模型（教师网络）提出的监督信息，增强轻量

化网络模型（学生网络），使其具备更佳的检测性

能。教师网络输出监督信息即被视为知识，而学

生网络学习传递监督信息的过程即称为蒸馏。

蒸馏损失函数主要用于计算教师网络和学生网

络间预测值的差异，其计算公式为：

L cls = μL hard (Ps,y)+( 1 - μ ) L soft (Ps,Pt) （3）
式中，L cls 表示最终的分类损失函数；L hard 表示根

据目标检测模型输出和标签值判断出的硬样本

损失函数；L soft 表示教师网络预测出的软样本损

失函数；μ 表示硬损失和软损失之间的平衡参数；

Ps 表示学生网络的预测输出概率分布：Pt 表示教

师网络的预测输出概率分布；Y 表示真实标签，用

于监督学生网络的硬损失计算。教师网络可以

更好地学习数据集数据的分布规律，并在测试集

中获取更好性能。软损失函数中包含教师网络

学习到的关于多个类别关系信息，学习到的信息

可通过软标签插入到学生网络中。

3　缺陷检测模型构建实验分析

3.1　背景简介

某水利枢纽工程位于中国云南省和四川省

交界处，其主要挡水建筑物由左岸碾压混凝土重

力坝和右岸粘土心墙堆石坝组合而成。大坝正

常蓄水位为 1 134 m，总库容为 20.72 亿 m³，其中

碾压混凝土重力坝部分最大坝高为 159 m，心墙

堆石坝部分最大坝高 71 m。自 2010 年 7 月起，在

左岸混凝土重力坝施工过程中，该坝坝体下部多

个坝段出现大面积顺河走向、陡倾产状、贯通上

游库水的混凝土裂缝，相应部位出现大量渗水，

渗漏现象严重。截至 2013 年初，共计发现裂缝 40
余条，发育深度数十厘米，长度延伸数米，发育高

程约为 983~1 047 m。

为准确探明大坝深水结构损伤程度及发育

情况，采用 ROV 搭载高清防水可见光相机检测

方案开展大坝水下探测，探测区域范围如图 5 所

示。可以看出，大坝水下探测范围横跨⑨到⑲多

个坝段，最大检测深度超过 80 m。一次大范围大

坝深水结构探测任务产生海量图像和视频数据，

蕴含着海量和结构健康状态、力学演变规律、荷

载环境作用响应等结构形态演变密切相关的重

要信息。

精细化带标注缺陷数据是构建基于深度学

习的大坝多类别缺陷目标检测模型的基础。然

而，在大坝安全监控相关领域，尚未有开源的大

坝深水缺陷相关数据集。因此，本文采用自行研

制方式构建大坝深水多类别缺陷数据集，该数据

集包含 4 类常见的混凝土结构缺陷，如裂缝、凹

陷、骨料外露以及坑洞，具体标注过程如图 6 所

示。构建的数据集内不同类型缺陷数目及分布
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的统计性描述如图 7 所示。可以看出，4 种类型缺

陷数目存在一定差异性，裂缝的出现频次和数目

显著多于其他类型缺陷，这说明裂缝是混凝土坝

常见病害类型，也是后续研究的关注重点。

3.2　模型训练与剪枝蒸馏

实验程序的运行环境为 Windows 10，深度学

习计算设备为 NVIDIA RTX 3090 显卡，CUDA
版本为 11.7，对比网络的模型训练和验证所用数

据和本文方法保持完全一致。图 8（a）反映了基

本模型训练过程中训练集损失函数和验证集评

估指标变化。可以看出，随着迭代次数不断增

加，边界框损失函数 box、目标置信度损失函数

obj和分类损失函数 cls 均呈现逐渐下降趋势并趋

于收敛，这主要得益于迁移学习和预训练模型的

应用，降低了模型从头训练和参数收敛成本，缓

解了模型参数调整过程波动。可以在图 8（b）中

观察到相似规律。mAP_0.5 表示交并比（inter⁃
section over union，IoU）阈值设定为 0.5 时计算得

到 的 平 均 精 度 均 值（mean average precision，
mAP）。 mAP_0.5：0.95 表 示 IoU 阈 值 从 0.5 到

0.95（步长为 0.05）的范围内计算得到的 mAP。

随着迭代次数增加，两个指标均呈现稳定上升趋

势，在接近 200 次迭代后趋于收敛，其中 mAP_0.5
评估指标在 200 次迭代后超过 0.95，说明该模型

具有较强的大坝多类别缺陷目标检测能力。

在此基础上，为提升模型部署于边缘设备的

实时推理能力，综合运用模型稀疏化和剪枝手

段，以改变模型 BN 层权重分布并降低模型参数

量和冗余度。具体而言，模型稀疏化比例系数设

置为 0.01，模型稀疏化迭代过程中的损失函数和

评估指标变化如图 8（c）、8（d）所示。可以看出，

在模型稀疏化初期，此时处于模型 BN 层参数量

大幅压缩阶段，致使模型在训练集的损失函数上

出现轻微抬升现象，相应验证集上精度评估指标

mAP_0.5 和 mAP_0.5：0.95 均出现小幅下降趋

势。随着迭代次数的增加，得益于学习率衰减机

制的启动，模型权重稀疏化程度得到一定程度的

控制，其在训练集上的损失函数逐步下降，相应

验证集上的精度评估指标大幅上升。在经过

图 5　大坝深水探测范围

Fig.  5　Deep Water Detection Range of Dam

图  6　大坝深水多类别缺陷数据集构建流程

Fig.  6　Construction Process of Multi-category Defect Dataset in Deep Water of Dam
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100 次稀疏化迭代训练后，模型在验证集上的评

估指标 mAP_0.5 和 mAP_0.5：0.95 基本趋于稳

定。从图 9（a）中可以看出，开展稀疏化前的模型

BN 层主要权重呈现以 1 为中心点的正态分布，而

经过稀疏化后模型权重分布则集中于 0 附近，说

明稀疏化已基本充分。

图  7　数据集的统计性描述

Fig.  7　Statistical Description of the Dataset

图  8　模型稀疏化、剪枝和知识蒸馏过程损失函数和评估指标变化

Fig. 8　Changes in Loss Function and Evaluation Metrics During Model Sparsification, Pruning, and Knowledge Distillation
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在模型稀疏化基础上，有必要开展模型参数

剪枝和量化压缩研究，以去除冗余结构以及降低

参数量。图 9（b）展示了模型剪枝过程中的评估

指标变化。可以看出，随着剪枝比例的增加，模

型参数量逐步稳定下降，而评估指标 mAP 呈现

的变化趋势为：先缓慢下降，后逐步上升，最终快

速下降。结合图 9（b）可以推断出，剪枝率 0.6 是

综合兼顾模型参数量规模以及推理效率的重要

平衡点。

为恢复由于剪枝和模型参数压缩带来的负

面影响，引入跨域和域内迁移学习、模型参数微

调、师徒网络和梯度下降优化等模型微调和知识

蒸馏相关理论，将原始高性能网络作为教师模

型，而剪枝后网络作为学生模型。图 8（e）、8（f）展

示了应用模型微调和知识蒸馏的网络训练过程

损失函数以及评估指标的变化过程。可以看出，

相比于仅使用模型迁移和参数微调，知识蒸馏技

术的引入可显著提升剪枝后模型准确率的恢复

速度。从图 8（e）中可以看出，知识蒸馏技术的引

入可以显著提高损失函数的收敛速度，且经过

100 次迭代后损失函数值要显著低于未使用知识

蒸馏策略。从图 8（f）中可以看出，知识蒸馏和模

型微调相结合策略的综合评估指标 mAP 显著高

于仅使用模型微调策略，其中验证集 mAP 值已

达到 0.9，说明模型准确度已得到有效恢复。

3.3　评估验证分析

为了定量且客观评估所提缺陷检测算法的

有效性，本文选择包括 Faster R-CNN［13］、Center⁃
Net［14］ 、YOLOv4［15］ 、YOLOv4_Tiny［16］ 和 Mo⁃
bileNet_YOLOv4［17］5 种经典深度学习目标检测

算法进行比较。为保证评估对比过程的公平性，

这些对比模型均采用和本文方法一致的训练数

据集输入、迭代次数、BN 次数、输入图像分辨率

等主要参数指标。

本文在测试集中引入光照不均、障碍物遮挡

以及低可见度等不同复杂大坝深水检测场景，以

多种先进深度学习目标检测算法作为基准方法，

验证本文方法在复杂深水强背景干扰下的缺陷

检测泛化能力和鲁棒性。本文方法和对比方法

在测试集上的评估指标如表 1 所示，在不同类型

缺陷上的识别结果示意如图 10 所示。可以看出，

本文方法对不同类型大坝结构缺陷的识别检测

精度均显著优于其他对比方法，这说明了本文方

法在测试集上取得了更好的表现。此外，对于形

态特征较为明显且面积图占比较高的缺陷，如骨

料外露等，不同检测方法的性能差距较小；而对

于裂缝等形态特征相对复杂且面积像素占比小

的缺陷，不同检测方法的检测精度差距较大。本

文方法可以在复杂深水复杂强背景干扰的检测

环境中准确检测大坝缺陷，并统计不同类型缺陷

出现的个数，有效辅助管理工程师探明并评估大

坝深水结构的损伤程度。而对比方法则容易出

现漏检或者错检现象，尤其是在图像中存在较为

复杂的类似缺陷干扰物的情况下。

推理速度是评估模型应用于实际大坝深水

检测有效性的一项重要指标。本文以单张分辨

率为 768×576 像素的大坝结构缺陷图像为推理

对象，本文方法和对比方法均在同一台图像工作

站采用相同大小分辨率作为模型输入。推理速

度评估指标通过每秒帧数计算，即计算模型每秒

推理图片数目，本文方法和对比方法的推理速度

评估如图  11 所示。视觉检测模型实时检测推理

性能标准一般为大于或等于 30 帧/s［18］。可以看

出，本文方法的推理速度显著快于对比方法，且

推理速度远超 30 帧/s，满足实时检测需求。这说

明模型剪枝和参数压缩的应用可显著消除模型

图  9　稀疏化前后以及剪枝过程参数量及性能变化

Fig.  9　Parameters and Performance Changes Before and After Thinning and During Pruning
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冗余结构并提升模型推理效率。这主要得益于

模型剪枝和量化压缩去除了模型冗余参数所致。

可以看出，本文方法取得了超过 100 帧/s 的推理

速度，具有较强的实时检测能力。

3.4　缺陷量化结果分析

图 12 展示了本文方法应用于实际工程大坝

深水缺陷检测的效果。可以看出，将深度学习实

时目标检测算法和红外激光测距系统相结合，可

实现利用红外激光测点间距估计“像素 -物理”坐

标系转换系数，进而实现对实际大坝深水缺陷的

几何尺寸和形态特征的量化估算。本文方法可

有效克服实际大坝深水检测复杂环境干扰，实现

在复杂深水强背景特征干扰下准确识别并分离

出缺陷特征，并据此估算缺陷的形态尺寸。

3.5　复杂大坝深水检测场景验证

在实际工程深水检测过程中，受恶劣复杂水

下成像环境影响，获取的图像不可避免地存在模

糊、光照不均、障碍物遮挡等低质量现象，影响视

觉检测算法的精度。为评估本文方法在实际大

坝深水检测中的鲁棒性，选取 3 种大坝深水探测

的复杂强图像背景特征干扰场景，包括光照不

均、障碍物遮挡、可见度低。以 YOLOv4_Tiny 为

对比方法，图 13 展示了本文方法和对比方法对不

同类型缺陷的识别检测效果。可以看出，本文方

法可有效克服红色试剂遮挡、类缺陷干扰物以及

不均匀光照条件干扰，准确识别缺陷并框选出图

像位置，从而为实现大坝深水缺陷的检测定位提

供重要参考依据。此外，对比方法存在一定程度

的漏检和错检现象，这主要是由于其特征提取能

力较弱，对小目标或者强背景干扰影响下缺陷的

辨识能力弱所致。

4　结     语

本文从复杂强图像背景特征干扰下大坝深

水缺陷检测定位的实际工程需要出发，在充分考

虑缺陷特征和背景干扰物对视觉成像影响的基

础上，结合深度学习目标检测相关理论方法，构

建了大坝深水多类别缺陷目标检测模型，并针对

实际模型部署和缺陷实时探测工程需要，研究了

表  1　不同目标检测模型缺陷识别结果（测试集）

Table 1　Defect Detection Results of Different Object Detection Models (Test Set)

模型

本文方法

Faster R-CNN

YOLOv4

YOLOv4_Tiny

MobileNet_YOLOv4

缺陷类型

所有类别缺陷

裂缝

骨料外露

凹陷

孔洞

所有类别缺陷

裂缝

骨料外露

凹陷

孔洞

所有类别缺陷

裂缝

骨料外露

凹陷

孔洞

所有类别缺陷

裂缝

骨料外露

凹陷

孔洞

所有类别缺陷

裂缝

骨料外露

凹陷

孔洞

精确度

0.951
0.943
1.000
0.885
0.978
0.669
0.417
0.870
0.720
0.560
1.000
1.000
1.000
1.000
1.000
0.945
1.000
1.000
0.867
0.912
0.916
0.750
0.976
1.000
0.940

召回率

0.970
0.893
1.000
1.000
0.988
0.989
1.000
1.000
1.000
0.955
0.624
0.004
1.000
0.833
0.659
0.591
0.045
0.875
0.722
0.722
0.724
0.008
1.000
0.889
1.000

F1 分数

0.960
0.917
1.000
0.939
0.983
0.811
0.550
0.930
0.840
0.923
0.698
0.090
1.000
0.910
0.790
0.633
0.090
0.930
0.790
0.720
0.690
0.150
0.990
0.940
0.680

mAP_0.5
0.986
0.965
0.995
0.992
0.991
0.905
0.704
1.000
0.994
0.923
0.720
0.292
1.000
0.833
0.755
0.657
0.214
0.900
0.788
0.727
0.739
0.185
1.000
0.994
0.775
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模型轻量化和剪枝压缩方法，融合模型迁移和知

识蒸馏理论，提出了模型压缩后精度恢复与性能

提升方法，据此构建出大坝深水强背景干扰的多

类别缺陷实时目标检测模型。以某实际大坝深

水探测为实例，综合运用前述研发的水下缺陷图

像采集试验平台和其构建的缺陷实时检测模型，

开展了不同复杂强背景特征干扰下的缺陷检测

性能评估，验证本文方法在不同复杂强图像背景

特征干扰下的缺陷辨识和量化评估能力。

本文所提出的模型在实际大坝深水探测场

景下对不同类型缺陷具有较高的检测精度和鲁

棒性，后续研究将加强模型的特征提取能力、检

测精度提升方面的改进，以提升检测模型对大坝

小尺寸缺陷的适用性。

图  10　本文方法和对比方法的缺陷检测结果展示

Fig.  10　Display of Defect Detection Results of the Proposed Method and Compared Methods
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图  12　缺陷量化定位分析结果展示

Fig.  12　Display of Defect Quantitative Positioning Analysis Results

图  11　推理速度对比

Fig.  11　Inference Speed Comparison
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